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Abstract: The Urban Transportation Problem (UTP) consists of timetabling, bus scheduling and drivers assignment for urban collective transport lines.  It has clear social and financial importance. In this work, we consider a new hybrid approach to solve the UTP in which we generate a set of feasible driver's journeys using Constraint Logic Programming, and then use two parallel metaheuristics, Tabu Search and Genetic Algorithm, to find a good scheduling. This hybrid algorithm is tested with real instances steming the metropolitan region of São Paulo, and the solutions are compared with manual ones, and also with obtained from others techniques. Our solutions proved to be distinctively superior.
1. Introdução


O transporte coletivo metropolitano, especificamente o de ônibus, envolve grandes demandas de passageiros e exige um planejamento logístico bastante complexo. Além do número excessivo de restrições, que vão desde regras para o uso da frota até limitações oriundas de leis trabalhistas e acordos sindicais, o crescente desenvolvimento urbano das cidades acentua a importância econômica e social de um transporte coletivo capaz de atender às necessidades da população. 


Neste contexto, definimos o Problema de Programação de Viagens, ou PPV, como o problema de elaborar o agendamento dos veículos, as escalas da tripulação, e definir os horários de partida de uma determinada linha de ônibus. Deve-se atender todas as restrições operacionais, minimizar os tempos de espera entre as viagens e otimizar a utilização dos recursos mais críticos, como número de ônibus e horas extras de funcionários.


O PPV é amplamente estudado na literatura e pode ser classificado como um problema NP - Difícil [WRE98], inviabilizando o uso de modelos exatos para linhas de ônibus muito grandes, que são freqüentemente encontradas nas instâncias reais. Conseqüentemente, a abordagem mais comum é decompô-lo em problemas distintos, onde se propõe algoritmos (geralmente heurísticos) especificamente para o escalonamento de frota ou tripulação. 


Neste trabalho, será apresentada uma nova abordagem para a resolução do PPV, onde a montagem da tabela de horários e o escalonamento da frota e motoristas são realizados de forma integrada. Isso propiciou a geração rápida de soluções de alta qualidade e com maior viabilidade prática de implantação para as instâncias reais testadas. 


Para tanto, foi explorada uma característica fortemente presente na realidade brasileira: as jornadas completas dos motoristas são independentes entre si e, isoladamente, já devem satisfazer a certo conjunto de restrições do problema, como limite de horas extras e tempo total de trabalho. Isto permite gerar antecipadamente um conjunto de jornadas viáveis de motoristas e, em seguida, usá-lo para resolver o PPV com um conjunto reduzido de restrições. 

O algoritmo híbrido é então composto de duas fases. Inicialmente, constrói-se o conjunto de jornadas viáveis utilizando-se Programação por Restrições em Domínios Finitos. Esta técnica permite uma modelagem mais intuitiva e conceitual do problema, sendo também eficaz na geração deste espaço de jornadas. Em seguida, recebendo os parâmetros das instâncias e o espaço de jornadas, utilizam-se metaheurísticas paralelas (Busca Tabu e Algoritmo Genético) para se obter o subconjunto de jornadas que representa a solução final do problema. Como será visto, o número de jornadas possíveis é extremamente alto, o que justifica o uso de metaheurísticas paralelas que são procedimentos mais ágeis e capazes de explorar rapidamente um espaço de busca muito grande. Para demonstrar a eficácia desta abordagem, o problema analisado será oriundo de uma empresa de Transporte Público da região metropolitana de São Paulo, com instâncias que envolvem um número significativo de ônibus e motoristas. 


O trabalho está organizado como segue. A seção 2 trata de trabalhos anteriores sobre o PPV e a seção 3 descreve suas características e restrições. A seção 4 mostra como o conjunto de jornadas é gerado e, a 5, a formulação matemática do PPV. Já a 6 discorre sobre as metaheurísticas e a 7 oferece uma análise dos resultados. Por fim, as seções 8 e 9 apresentam conclusões e considerações finais.
2. Comparativo com Abordagens Anteriores


Há inúmeros estudos envolvendo os problemas de transporte urbano coletivo, como descreve R. Freling et al. [FWP99]. A grande maioria trata de abordagens em que cada tipo de escalonamento é realizado seqüencialmente. A ordem mais trivial [LPP01] é gerar, inicialmente, tarefas de veículo que atendam toda a demanda de passageiros da linha e, a seguir, alocar a tripulação de forma a cobrir todas essas tarefas. Nesta abordagem, o escalonamento de tripulação é usualmente mais difícil de ser realizado devido às complexas restrições decorrentes de leis trabalhistas e acordos sindicais. Técnicas para a realização deste escalonamento incluem geração de colunas [DS89], relaxação lagrangeana e métodos heurísticos [DSC01]. Além disso, como a tripulação contribui com o maior percentual para o custo das soluções [Vaz03], geralmente este escalonamento é prioritário frente ao da frota. 


Contudo, o tratamento seqüencial do PPV acaba sempre por priorizar algum dos escalonamentos e, para muitos conjuntos de restrições, pode não levar a soluções boas ou até mesmo viáveis [FWP99]. Uma segunda alternativa seria tratar todas as restrições integradamente, o que recebeu pouca atenção na literatura por resultar em problemas muito mais complexos. O trabalho de Carraresi [CGN95] traz um exemplo desta abordagem usando relaxação lagrangeana.

Para o caso particular do Brasil, além das abordagens seqüenciais [MEHD04], há tentativas de desenvolver modelos fracamente integrados usando Programação Inteira [Rod01], ou Programação por Restrições combinado com Programação Inteira [Vaz03]. Também foram testadas ferramentas de outros países em instâncias reais brasileiras, cujas soluções apresentaram poucos ganhos [WG99].


Neste trabalho, utilizamos uma abordagem fortemente integrada que combina Programação por Restrições e modelos heurísticos, e se diferencia por explorar melhor as especificidades das instâncias brasileiras. O algoritmo híbrido resultante é extremamente eficiente e as soluções apresentaram uma qualidade superior quando comparado a outras técnicas, como descrito na seção 7.
3. Descrição do Problema


Na realidade do PPV tratada, há apenas uma garagem. O escalonamento é feito por linha e equivale a um dia regular de trabalho. Além disso, um Ponto de Controle, ou PC, é o local onde os motoristas descansam e iniciam suas tarefas. Assim, uma linha delimita-se por dois PCs.


O dia é dividido em faixas horárias, de forma que cada faixa represente um período cujas características do trânsito sejam mais homogêneas. Desta forma, serão fornecidas duas tabelas como entrada do problema: demanda de passageiros em cada PC e tempos médios de viagem entre Garagem-PC e PC-PC, todos divididos por faixa horária. Outros dados de entrada são a capacidade de passageiros dos veículos e o total de ônibus disponíveis para o escalonamento na linha.


As tarefas dos motoristas podem ser de três tipos: (i) viagem, que equivale ao atendimento de certa demanda de passageiros de um determinado PC em uma faixa horária; (ii) descanso, um período de 30 minutos ao qual o motorista pode descansar no PC; e (iii) rendição, quando um motorista inicia sua jornada tomando o veículo de outro motorista que, por sua vez, terminou a sua. Ambos devem dedicar 20 minutos à rendição. Uma jornada de motorista é formada por todo o seu conjunto de tarefas, e é iniciada e finalizada tanto com uma rendição como pela saída/retorno à garagem.

As restrições relativas à frota são: (i) o número de viagens, por faixa horária e por PC, devem atender a demanda de passageiros; (ii) o número de veículos não pode ultrapassar o limite disponível; (iii) os horários de partida consecutivas dos veículos devem ser bem espaçados; e (iv) os veículos, por razões operacionais, podem ser utilizados por no máximo duas jornadas de motoristas.


Já as restrições relativas à tripulação são: (i) tempo de jornada é de 7 horas e 20 minutos, com no máximo duas horas extras, caso haja descanso de 30 minutos corridos obrigatoriamente entre sua segunda e sexta hora; (ii) tempo de jornada de 6 horas e 50 minutos, sem horas extras, caso não haja descanso; (iii) um motorista deve utilizar o mesmo veículo durante toda a sua jornada.


O objetivo é satisfazer todas as restrições buscando minimizar o número de veículos, motoristas, horas extras utilizados e o tempo de espera entre viagens.

4. A Enumeração de Jornadas


Um elemento importante na modelagem é a jornada de motorista. Esta já deve satisfazer um conjunto grande de restrições, tal como o número máximo de horas trabalhadas, a existência de descanso sob certas condições e a viabilidade de sua seqüência de tarefas. Como as restrições de uma jornada não influenciam diretamente em outras, podemos considerá-la como um elemento independente que compõe uma solução válida do PPV. Desta forma, uma boa solução é conseqüência direta da escolha de um conjunto de jornadas adequado à instância tratada, tornando condição essencial aos procedimentos resolvedores do PPV a habilidade de criar jornadas ou modificá-las.  No entanto, essas são tarefas excessivamente complexas, o que poderia retirar o foco da busca pela redução de custos e atendimento da demanda.

Assim, abstraíram-se da formulação do PPV essas restrições, gerando-se à parte um conjunto de jornadas viáveis para ser utilizado pelos algoritmos resolvedores. Contudo, como as jornadas são compostas de tarefas distribuídas pelos minutos do dia, este conjunto pode possuir muitos elementos com poucas diferenças entre si. Para lidar com esta dificuldade, foi utilizada uma classificação das jornadas de acordo com 8 propriedades: (1) hora inicial, (2) tamanho em horas, (3) número de tarefas, (4) PC inicial, (5) PC final, (6) hora do descanso e (7) tempo ocioso total – i.e. tempo em que a tripulação está parada em hora de serviço designada. Um último eixo (8) foi introduzido para diferenciar as jornadas quando todas as outras propriedades são idênticas. Este conjunto de tarefas será doravante denominado de enumeração de jornadas, e as propriedades serão as dimensões pela qual a enumeração pode ser indexada para obtenção de uma jornada com as características desejadas.


Para a geração deste conjunto de jornadas, foi desenvolvido um modelo em programação por restrições em domínios finitos. A modelagem por restrições se adeqüa diretamente ao problema, e a obtenção de inúmeras soluções é uma de suas principais funcionalidades, principalmente quando consideramos que não há uma função objetivo a otimizar, como neste caso.

4.1. Programação por Restrições em Domínios Finitos


A programação por restrições é uma ferramenta muito poderosa para a modelagem de problemas combinatórios [MS98], principalmente aqueles relativos à planejamento e agendamento. Com ela, é possível criar um modelo definido por variáveis e relações restritivas entre elas, e requisitar ao ambiente resolvedor valores que satisfaçam as restrições desejadas.

Neste projeto foram utilizadas restrições com variáveis em domínios finitos. Ao se modelar um problema nesse ramo da programação por restrições, são necessários três passos: (i) definir as variáveis e os domínio de cada uma; (ii) definir as restrições, utilizando-se de operações aritméticas, booleanas, entre outras; e (iii) realizar a busca pela solução iterativamente, atribuindo valores às variáveis respeitando as restrições e domínios definidos.

Para manter a eficiência em (iii), o ambiente resolvedor fornece várias heurísticas de atribuição de valores, além de mecanismos dinâmicos de propagação de restrições sobre os domínios. Basicamente, quando alguma atribuição de variável viola as restrições do modelo, o valor correspondente é eliminado do domínio e uma nova atribuição é feita (backtracking), repetindo-se este ciclo até que todas as variáveis tenham valores apropriados. Caso não seja possível, o problema pode ser considerado como infactível.

4.2. A modelagem


A seguir, será apresentada a modelagem, sob a forma de restrições, para a obtenção do espaço de jornadas. Para a compreensão do modelo, serão definidos seus parâmetros e variáveis.

	Parâmetros
	Variáveis

	MaxTime
	Máximo número de minutos permitidos para uma jornada
	Hi
	Minuto de inicio da i-ésima tarefa

	RestTime
	Tempo do descanso(min)
	Di
	Duração da i-ésima tarefa

	MaxExtraTime
	Máximo de minutos extras permitidos em uma jornada
	PCIi e 
PCFi
	PC inicial e final da i-ésima tarefa

	MaxHour
	Máximo número de horas
	ti
	Tipo da tarefa (0:viagem, 1:descanso)

	DimMini e DimMaxi
	Valor mínimo e máximo da i-ésima dimensão de jornada
	Dimi
	Valor da i-ésima dimensão, de acordo com a i-ésima propriedade citada acima

	dv(f,p)
	Duração de uma viagem em uma faixa horária f do dia e PC p.
	Ti
	É a i-ésima tarefa de uma jornada

	NMax
	Máximo número de Tarefas em J
	J
	É uma jornada
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As restrições agrupadas em (1) forçam com que uma tarefa comece em um PC e termine em outro, um descanso inicie em um PC e termine no mesmo PC e que as durações das tarefas sejam restritas aos valores de dvf,p. A restrição (2) mantém a viabilidade entre duas tarefas, impedindo sua sobreposição no tempo e garantindo o início da tarefa no PC no qual a tarefa anterior terminou. Para garantir a existência de um só descanso e a regulagem do tamanho máximo da jornada, são necessárias as restrições (3), (4) e (5). Nas cláusulas de (6) a (8) as jornadas são restritas aos intervalos interessantes das propriedades de uma instância. Em (9), (10) e (11) são apresentados os domínios das variáveis utilizadas. Vale notar que, em (10), as dimensões estão restritas a um intervalo entrado como parâmetro pelo planejador, que pode defini-lo de acordo com as características da instância.

Uma vez implementado o modelo, utilizou-se a estratégia de split-domains [MS98] para a obtenção de soluções, a qual mostrou-se suficiente, na prática, para a construção da enumeração. 

5. Formulação do PPV


Dada uma Enumeração E de jornadas, é possível formular o PPV abstraindo-se as restrições relativas à tripulação. A seguir, mostra-se um modelo em alto nível do problema, que fundamenta a implementação das metaheurísticas.

	Parâmetros
	Variáveis

	ca, cb, cc, cd
	Custos de cada variável da solução, definidos pelo planejador
	V
	Veículo, é definido por uma dupla consecutiva de jornadas J

	df,p
	Demanda na faixa horária f e no PC p
	S
	Solução, formado pelo conjunto de veículos V

	capv
	Capacidade dos veículos utilizados na linha.
	Df,p
	Total de tarefas na faixa horária f e iniciando no PC p

	nm(V)
	Tripulação total do veículo V (inferido a partir do total de jornadas)
	he(J) e 
ho(J)
	Total de horas extras(he) e ociosas(ho) da jornada J (valor inferido)
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A função objetivo (12) busca minimizar o total de veículos, tripulação, horas extras e ociosas dos motoristas. A restrição (13) informa que em uma solução do problema o número de veículos disponíveis é limitado. Já a restrição (14) define um veículo: é uma dupla de jornadas pertencentes à Enumeração que devem se suceder no tempo. E, por fim, as restrições (15) e (16), inspiradas no problema de cobertura de conjuntos, mostra que toda a demanda de passageiros, em qualquer faixa horária e qualquer PC, deve ser obrigatoriamente atendida. Note como a função (12) evidencia a natureza multiobjetivo do problema.

6. Metaheurísticas Paralelas
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Para resolver o problema, iremos utilizar uma abordagem heurística devido à complexidade das suas restrições e ao tamanho do espaço de jornadas, proibitivos para um modelo exato. Foram desenvolvidas duas metaheurísticas paralelas distintas: Busca Tabu e Algoritmo Genético.


Todas as metaheurísticas compartilham uma mesma estrutura de dados, baseada no modelo da seção 4 e mostrado na figura 1. Uma solução é representada por um vetor de Veículos, que por sua vez é uma dupla de jornadas consecutivas provenientes da Enumeração. 
6.1. Busca Tabu Paralelizada


A Busca Tabu (BT) foi proposta por Fred Glover [GL97] e tem obtido bastante sucesso em diversos problemas de otimização combinatória. Sua eficiência é comparável ou superior às demais metaheurísticas, e ainda oferece flexibilidade, facilidade de implementação e desempenho. Além disso, o resultado da aplicação da BT em variantes do mesmo problema [LPP01,MEDH04] tem sido promissor, reforçando seu uso para a resolução do PPV. 


Como itens básicos para a construção de um algoritmo de BT, temos os seguintes componentes: os movimentos e vizinhanças, a lista tabu e os critérios de aspiração. Os três movimentos mais simples criados foram a troca de motoristas, e a inserção e a remoção de jornadas. O primeiro permite remover veículos desnecessários, já os dois últimos influenciam na demanda atendida e também no número de motoristas e ônibus utilizados. Para otimizar horas extras, horas ociosas e melhorar a cobertura da demanda, foi criado um movimento para trocar jornadas a partir da Enumeração. Todos esses movimentos possuem uma vizinhança controlada, ou seja, não crescem exponencialmente, permitindo uma escolha determinística do melhor movimento.

Para impedir que soluções recorram durante a busca, consideram-se as próprias jornadas como os atributos tabus. Contudo, uma jornada poderia ser substituída por outra que, apesar de possuir certas diferenças, não cause grandes alterações na função objetivo. Assim, optou-se por considerar características mais genéricas para rotular elementos como tabu, de modo a envolver um número maior de jornadas. Exemplificando, podemos enquadrar como tabu todas as jornadas que se iniciem às 7 horas da manhã e tenham 10 tarefas. Nota-se que o tamanho da lista tabu tende a ser inversamente proporcional ao número de propriedades consideradas. Por fim, utiliza-se o critério de aspiração clássico, onde um movimento tabu é aceito se gerar uma solução melhor do que todas já encontradas.

Para a estratégia paralelizada, seguiu-se a taxonomia proposta por Crainic [CTG97].  Optou-se um modelo multithreads onde um processador master mantém as melhores soluções (pool elite) encontradas pelos slaves. Cada um desses últimos desenvolve sua própria busca, com parâmetros e comportamento diferenciados, iniciando em pontos distintos do espaço de busca, e guiando-se por funções objetivo também diferenciadas. Por fim, cada slave recebe e envia soluções ao master, assincronamente, classificando a estratégia como Coletive. 

Para realizar a recombinação das soluções trocadas entre as threads, um componente de Path Relinking iterativamente troca os ônibus da solução atual pelos da recebida, após um número de iterações sem melhoria. Juntando essa recombinação de soluções com a presença de diferentes funções objetivos, obtém-se o efeito de uma oscilação estratégica [GL97].

6.2. Algoritmo Genético


Algoritmos Genéticos (AGs) são métodos adaptativos que têm obtido relativo sucesso na resolução de problemas combinatórios de diversas naturezas, e cuja motivação apóia-se no uso de conceitos neodarwinistas de evolução natural [Gol89]. Para se criar um modelo genético, é necessário definir a codificação do cromossomo, os métodos de recombinação, mutação, seleção natural e, por fim, a função de aptidão, além de se definir como a população inicial será gerada.


No PPV, o cromossomo é codificado de forma que cada veículo da solução represente um gene, que conseqüentemente terá duas jornadas (provenientes da Enumeração ou uma jornada nula). Assim, o total de genes de um cromossomo é o mesmo que o total de veículos disponíveis.


Para a recombinação, isto é, geração de novos indivíduos a partir de duas soluções distintas, a técnica utilizada foi a de crossover uniforme [Gol89], onde uma máscara aleatória de bits é gerada a fim de decidir de qual pai cada gene será proveniente. Já a mutação, aplicada após a geração de um filho, consiste de duas fases. Na primeira, as jornadas do gene são removidas e são adicionadas outras duas, escolhidas aleatoriamente da Enumeração e que atendam alguma demanda pendente. E, na segunda fase, caso o gene tenha uma jornada nula, a mutação tentará unificá-lo com outro gene que também tenha apenas uma jornada nula, de forma a eliminar um veículo da solução.


A seleção natural é realizada a partir de uma seleção por torneios [Gol89], onde k indivíduos são selecionados aleatoriamente da população e o mais apto (menor custo) é escolhido para compor uma nova população. Já a função de aptidão é equivalente à função objetivo descrito na seção 5, adicionando-se também pesos para o não-atendimento das restrições descritas neste modelo. Por fim, utiliza-se uma heurística de construção gulosa para a geração da população inicial que, apesar de resultar em soluções com um número excessivo de ônibus e tripulação, provê boas jornadas iniciais.


O modelo paralelo aplicado ao PPV é o de Subpopulações Estáticas com Migração [CP99], caracterizado pelo uso de múltiplas subpopulações (ou demes) onde soluções são trocadas entre demes por meio de um operador de migração. Nesta implementação, um indivíduo só compete com aqueles pertencentes ao mesmo deme (isolamento geográfico), e a emigração/imigração ocorre apenas em certos intervalos de gerações. A seleção das soluções que irão emigrar é feita escolhendo-se os k mais aptos da população, e a remoção das soluções para a entrada dos imigrantes é feita escolhendo-se os k piores. Indivíduos de uma certa subpopulação podem migrar para qualquer outra subpopulação.

7. Resultados Experimentais e Análise


Os experimentos basearam-se no estudo comparativo das metaheurísticas paralelas contra as soluções manuais, e contra aquelas provenientes de duas outras técnicas, a Programação Linear Inteira (PLI) de Rodrigues [Rod01] e Programação por Restrições combinada com Programação Inteira (PR-PLI), de Vaz [Vaz03]. As linhas de ônibus são provenientes da região de Santo André, São Paulo.


Os parâmetros da Busca Tabu são: (i) tamanho da Lista Tabu: 20; (ii) número máximo de iterações sem melhoria: 500; Já os parâmetros do Algoritmo Genético são: (i) tamanho da população: 100; (ii) probabilidade de recombinação: 90%; (iii) probabilidade de mutação: 3%; (iv) número de indivíduos migrantes: 25; (v) intervalos de migração: 150 gerações; e (vi) total de demes: 12.


Os testes foram executados em um cluster de seis plataformas com dois processadores Intel Xeon 2.4 GHz e 1,0 GB de RAM cada. O modelo de Programação por Restrições foi desenvolvido em GNU-Prolog, e as metaheurísticas foram programadas em C++ e compiladas com o GNU-GCC-3.2.2 com otimização de código. O paralelismo foi implementado utilizando-se o pacote LAM-MPI.


Na Tabela abaixo, são apresentados os resultados para as diferentes linhas disponíveis. Nela, NM representa o número total de motoristas, NO o número de ônibus utilizados, HE o total de horas extras (no formato hh:mm), HO o total de horas ociosas (no mesmo formato), TE o tempo total médio de execução do algoritmo (na forma hh:mm:ss) e, por fim, BTP e AGP representam a Busca Tabu Paralela e o Algoritmo Genético Paralelo, respectivamente. Deve-se ressaltar que, no caso das metaheurísticas, é necessário gerar antecipadamente a Enumeração a partir do modelo descrito na seção 4, o que leva de 10 a 20 minutos. Como esta geração só é necessária uma vez por linha, ela não foi considerada no tempo total de execução dos algoritmos.

	Nro. Linha
	Par.
	Manual
	PLI
	PR-PLI
	BTP
	AGP

	 2280
	NM
	-
	42
	33
	31
	31

	
	NO
	-
	31
	19
	17
	16

	
	HE
	-
	15:48
	38:34
	15:55
	23:40

	
	HO
	-
	26:18
	21:49
	26:29
	16:15

	
	TE
	-
	-
	03:31:31
	00:08:12
	00:10:26

	376
	NM
	30
	28
	24
	18
	18

	
	NO
	19
	20
	13
	10
	10

	
	HE
	11:44
	18:01
	02:58
	05:36
	08:00

	
	HO
	36:20
	22:57
	27:52
	12:36
	13:52

	
	TE
	-
	-
	01:17:06
	00:06:10
	00:07:54

	702
	NM
	52
	51
	40
	39
	40

	
	NO
	32
	35
	23
	20
	20

	
	HE
	34:25
	02:15
	03:26
	03:36
	09:13

	
	HO
	23:54
	13:54
	23:19
	25:23
	10:30

	
	TE
	-
	-
	04:26:50
	00:11:03
	00:13:41

	476
	NM
	-
	22
	21
	18
	18

	
	NO
	-
	12
	11
	9
	9

	
	HE
	-
	08:05
	03:49
	01:23
	02:15

	
	HO
	-
	35:20
	32:30
	15:02
	16:57

	
	TE
	-
	-
	02:13:26
	00:05:34
	00:05:15

	5758
	NM
	-
	14
	14
	14
	15

	
	NO
	-
	10
	8
	7
	8

	
	HE
	-
	13:13
	12:10
	03:27
	02:24

	
	HO
	-
	17:35
	25:16
	14:01
	19:06

	
	TE
	-
	-
	01:03:53
	00:05:23
	00:05:48

	2210
	NM
	-
	47
	42
	36
	37

	
	NO
	-
	33
	26
	21
	21

	
	HE
	-
	21:42
	35:34
	19:38
	14:38

	
	HO
	-
	26:30
	50:49
	25:15
	17:43

	
	TE
	-
	-
	08:24:43
	00:09:37
	00:11:12



O exame da tabela mostra a enorme discrepância entre as soluções manuais e aquelas obtidas com as metaheurísticas. Em média, cerca de mais de dez veículos e motoristas podem ser economizados por linha, além de horas extras, o que representa uma redução substancial de custos.  Comparando as metaheurísticas com os modelos de PLI e PR-PLI, ganhou-se na qualidade das soluções e no tempo de execução: enquanto que o modelo PR-PLI exige horas de processamento, as metaheurísticas levam poucos minutos para fornecer soluções ainda melhores. 

Apesar de não mostrada na tabela, a distribuição dos horários de partida das viagens foi apenas razoável. Isto porque na enumeração os horários de partida das tarefas são fixados, dando pouca flexibilidade para a distribuição e mostrando uma desvantagem do modelo.
8. Conclusões e Trabalhos Futuros


Neste trabalho, mostramos uma nova abordagem promissora para a resolução do Problema de Programação de Viagens, no qual os escalonamentos de veículos e tripulação são realizados de forma integrada e a realidade brasileira é mais explorada. Para tanto, a complexidade do problema é reduzida por meio da geração antecipada do espaço de jornadas viáveis de motoristas, usando-se a técnica de Programação por Restrições em Domínios Finitos. Em seguida, a solução final é buscada usando-se metaheurísticas paralelas, no caso Busca Tabu e Algoritmo Genético. Os resultados foram notáveis para instâncias reais de grande porte, oriundas da região metropolitana de São Paulo. Ganhou-se tanto em tempo de execução como, expressivamente, no custo final das soluções.

Como trabalho futuro, pretende-se estender a abordagem para um tratamento multiobjetivo do PPV, seguindo os mesmos passos de [LPP01]. Com isto, poderíamos tornar o modelo utilizado aqui mais flexível, por exemplo, para o atendimento de certos horários de partida pré-fixados, exigência de variações do PPV. Outra possibilidade seria testar os algoritmos sobre novas instâncias, possivelmente em cenários diferentes, a fim de validar e evoluir o modelo apresentado aqui para torná-lo uma ferramenta mais robusta e acessível às empresas ou instituições interessadas. Por fim, o uso de outras metaheurísticas, como GRASP e Algoritmos Meméticos, também deve ser considerado.

9. Considerações  finais


Este trabalho de Iniciação Científica foi realizado com o apoio da FAPESP, processos 04/00050-9 e 04/03640-1. Todo o projeto foi modelado e implementado pelos próprios alunos, os quais se reuniam semanalmente com o orientador para a resolução de dúvidas e validação de idéias. 
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